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Resumo

A demanda por comportamentos convincentes em jogos de com-
putador tem orientado a pesquisa em inteligência artificial com o
objetivo de aprimorar o comportamento dos personagens em jogos.
A fim de alcançar um comportamento convincente, os personagens
devem usar o conhecimento sobre o mundo no qual atuam. A repre-
sentação do ambiente é muito importante para executar um compor-
tamento mais sofisticado, mas na maioria dos jogos essa represen-
tação ainda continua sendo definida manualmente de forma estática
pelo projetista do ambiente, levando os personagens a um compor-
tamento previsível e pouco convincente. Apesar da geração auto-
mática de posições táticas estar sendo tratada por alguns trabalhos,
não existe uma solução geral e as abordagens atuais possuem mui-
tas limitações. Em função disto, este trabalho apresenta alguns re-
sultados preliminares do uso de agrupamento espaço-temporal para
encontrar posições táticas em ambientes virtuais, permitindo que os
bots se adaptem ao modo como as partidas são jogadas.
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1 Introdução

Na maioria dos jogos, informações táticas 1 são especificadas no
ambiente pelo projetista do mundo virtual. Entretanto, a especifica-
ção dessas regiões interessantes durante a criação dos mapas é um
trabalho que consome muito tempo. Em geral, essa tarefa é reali-
zada manualmente, o que pode limitar as interações no ambiente,
dado que algumas localizações interessantes podem não ser identi-
ficadas pelo projetista.

Algumas sequências de ações simples, como ações lineares prede-
finidas, podem ser orquestradas com sucesso pelo projetista do am-
biente através da especificação de posições táticas. Entretanto, seu
trabalho leva em consideração apenas o ambiente estático, e não
avalia as interações entre personagens no ambiente. Além disso,
a especificação manual de posições táticas pode ser um trabalho
pesado, sendo suscetível a falhas, dado que o projetista pode não
prever todos os pontos interessantes que podem surgir no ambiente
durante as partidas.

A situação é um pouco mais crítica quando os mapas são gerados
automaticamente, porque o projetista não pode espeficificar direta-
mente essas regiões. Uma solução para esse tipo de problema é a
descoberta automática dessas regiões interessantes a partir das ex-
periências dos bots no ambiente. Isto permitiria aos bots ter não
apenas um melhor conhecimento sobre o ambiente no qual estão
inseridos, como também habilitaria o agente a aprender sobre os
comportamentos e as estratégias dos oponentes.

Existem alguns trabalhos que abordam o problema das posições tá-
ticas a partir de diferentes aspectos. Alguns deles descrevem uma
representação espacial das localizações interessantes [Tozour 2001]
[Isla 2006], enquanto outros provêm uma forma de gerar automa-
ticamente essas posições táticas [Tozour 2004] [Straatman et al.
2006] [Darken and Paull 2006] [Dill and Sramek 2004]. Entretanto,
nenhum deles realiza a descoberta de localizações táticas usando o
conhecimento obtido nas partidas.

1ex. regiões de batalhas, áreas de camper, área de comércio, etc

Assim, esse trabalho apresenta um caminho inicial para o uso dos
métodos de descoberta de conhecimento baseado em agrupamento
espaço-temporal, usando informações sobre a posição dos persona-
gens para aprender qual tipo de evento ocorre em quais partes do
ambiente. Nós também examinamos como os personagens se com-
portam em uma partida a fim de descobrir quais estratégias eles
estão utilizando, através da análise de suas trajetórias no ambiente.
Assim, conseguimos inicialmente descobrir locais perigosos e po-
sições de camper2 usando os dados gravados das partidas. O algo-
ritmo de agrupamento por densidade, DBSCAN [Ester et al. 1996],
é utilizado para encontrar as regiões perigosas enquanto o algoritmo
CB-SMoT [Palma et al. 2008] é usado sobre as trajetórias dos per-
sonagens para descobrir as posições de camper.

Os experimentos foram executados com o jogo Unreal Tournament
2004, gravando as partidas através da interface GameBots [Ka-
minka et al. 2002]. O ciclo de aprendizado é realizado por partidas,
onde ao final de cada uma, os logs são analisados a fim de atuali-
zar o modelo do ambiente e para identificar como os personagens
se comportam. Assim, é possível desenvolver bots adaptativos, que
podem atuar de acordo com o modelo de mundo aprendido, contor-
nando comportamentos repetitivos e tornando-se mais convincen-
tes. Além disso, surgem novas oportunidades para o planejamento
de caminho, levando em consideração os pesos que podem ser alo-
cados para cada região descoberta.

O restante deste artigo está organizado da seguinte forma: a Seção 2
apresenta os trabalhos relacionados, a Seção 3 descreve brevemente
as técnicas de mineração utilizadas, a Seção 4 mostra como realizar
a descoberta de posições táticas utilizando agrupamento espacial
e espaço-temporal, na Seção 5 são apresentados os experimentos
realizados, e na Seção 6 se conclui este trabalho.

2 Trabalhos Relacionados

A representação de locais de interesse em jogos é importante para
permitir que sejam desenvolvidos comportamentos convincentes
para os personagens. Essa representação dá liberdade ao bot para
que ele raciocine sobre as possíveis táticas a serem executadas no
jogo. Diferentes tipos de jogos usam formas distintas de representar
posições interessantes. Influence Maps [Tozour 2001] e Occupancy
Maps [Isla 2006] são exemplos de representações comumente uti-
lizadas em RTS, enquanto sistemas de waypoints são mais frequen-
temente utilizados em jogos de primeira e terceira pessoa.

Um Influence Map é uma representação espacial que armazena in-
formações como: onde ocorreram batalhas importantes, quais re-
giões continuam inexploradas, ou onde o inimigo tem maior proba-
bilidade de estar. Não existe um algoritmo único para a criação do
Influence Map, e sua representação pode ser aplicada de diferentes
maneiras. As diversas formas de se construir um Influence Map
dependem das táticas e estratégias necessárias.

Os sistemas de waypoints, diferentemente do Influence Map, são
usados principalmente para navegação através do ambiente. Eles
são comumente representados por um grafo conexo e seus nós são
posições no mundo. Assim, um sistema de waypoint representa
todos os caminhos que os bots podem navegar através do ambiente.
A fim de permitir comportamentos estratégicos, muitos desses nós
são rotulados com informações táticas, criando uma representação
espacial de locais interessantes, como um Influence Map faz.

Embora na maioria dos jogos as informações táticas sejam especi-
ficadas pelo projetista, existem alguns trabalhos que automatizam

2Personagem que espera em uma determinada posição o inimigo para
uma emboscada.
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a definição de pontos interessantes. Lars Lidén [Liden 2002] apre-
senta como o pré-processamento da relação entre oswaypoints pode
ser usado para gerar posições táticas para bots em jogos de pri-
meira pessoa. Ele gera informação de visibilidade estática entre
waypoints, pré-calculando se um waypoint tem visibilidade de ou-
tro. Usando visibilidade é possível determinar quais locais são po-
tencialmente seguros e quais são perigosos. Entretanto, a principal
limitação do trabalho de Lars é que a efetividade desse pré-calculo
depende da capacidade do projetista em especificar a posição dos
nós de forma apropriada. Em outras palavras, embora o projetista
não precise definir os pontos táticos, ele ainda necessita definir as
informações de caminhos no ambiente. Além disso, as informações
táticas geradas são estáticas e previsíveis.

Alguns trabalhos propõem a análise de posições táticas em tempo
de execução [Tozour 2004] [Straatman et al. 2006] [Darken and
Paull 2006]. Paul Tozour propôs uma base de dados espacial cri-
ada em tempo de execução para permitir que personagens tomem
decisões sobre ela [Tozour 2004]. Essa abordagem usa camadas
de grids 2D para armazenar informações como área de ocupação,
área de busca e tantas outras também interessantes. Entretanto, ela
apresenta sérios problemas para tratar um ambiente 3D.

Baseada em sistemas de waypoints, a avaliação dinâmica de po-
sições táticas [Straatman et al. 2006] usa informações estáticas e
dinâmicas sobre o mundo para criar decisões táticas em tempo real.
Ela usa a proximidade para selecionar waypoints e a visibilidade
para pontuar essas posições, onde os maiores escores são os lo-
cais mais atrativos. O maior problema em usar essa avaliação em
tempo de execução é devido ao grande número de operações custo-
sas como ray casts3. Assim, muitas restrições devem ser feitas para
tratar o problema de performance, como: limitar o número de posi-
ções avaliadas, restringir personagens para certas áreas do mapa e
usar tabela de visibilidade pré-calculada.

Existem trabalhos voltados a encontrar um tipo específico de posi-
ções táticas, como posições de cobertura [Darken and Paull 2006],
enfatizando a adaptabilidade ao ambiente dinâmico. Essa técnica
combina anotações do ambiente com algoritmos de grade de senso-
res. A anotação do ambiente ainda é feita pelo projetista enquanto
o algoritmo de grade de sensores testa as posições de cobertura por
ray cast em tempo real. Assim, um conjunto de locais escondidos
pode ser gerado dinamicamente.

De forma diferente, nossa abordagem descobre posições táticas
com métodos baseados em agrupamento, minerando informações
espaço-temporais. Nós estamos interessados em encontrar dois ti-
pos distintos de posições táticas, que são as áreas de camper e as
regiões de perigo. Assim, aplicamos duas diferentes técnicas para
achar essas regiões.

3 Mineração de Dados

Neste trabalho, utilizamos técnicas de mineração de dados espaci-
ais e espaço-temporais para a formação de agrupamentos que irão
representar os pontos de interesse no ambiente. Um agrupamento é
um grupo de dados que compartilha propriedades similares. Usual-
mente, cada agrupamento é um subconjunto de um conjunto inteiro
de dados. O termo clusterização é bastante utilizado na comuni-
dade de pesquisa para descrever métodos que agrupam dados não
rotulados.

3.1 DBSCAN

DBSCAN (Density-Based Spatial Clustering of Applications with
Noise) é um importante método de clusterização baseado em den-
sidade. Ele foi desenvolvido por Ester [Ester et al. 1996] e teve
influência de muitos outros métodos baseados em densidade. As
principais vantagens do DBSCAN exploradas neste trabalho são: a
capacidade de gerar agrupamentos de diferentes formas no conjunto
de dados espaciais e a tolerância a dados ruidosos.

O DBSCAN procura por pontos de núcleo, que dão origem a um
agrupamento, e tenta expandir o agrupamento inicial agregando os

3Verificação de interseção de objetos com um raio.

vizinhos mais próximos que atendem a algumas condições. Es-
sas condições são baseadas em dois parâmetros: MinPts e Eps.
MinPts é a medida de densidade que indica quantos pontos preci-
sam estar na vizinhança para que tal ponto seja considerado perten-
cente a um agrupamento. Eps é a distância utilizada para delimitar
a vizinhança. Assim, este método inicia um agrupamento a partir
de um ponto núcleo, que possui pelo menos MinPts vizinhos den-
tro de um raio Eps. Os agrupamentos são expandidos com a adição
de novos pontos núcleos e seus limites são definidos pelos pontos
de borda, pontos que estão na vizinhança de um ou mais pontos nú-
cleos mas que não possuem vizinhos o suficiente em um raio Eps
para serem considerados pontos núcleos. Os pontos que não estão
na vizinhança de pontos de núcleo e que não atendem às condições
impostas por MinPts dentro de um raio Eps são considerados
ruído.

A possibidade de criação de agrupamentos com diferentes formatos
permite que o DBSCAN seja utilizado para descrever com maior
precisão as posições táticas, que estão associadas a topologia do
ambiente, que por sua vez não está restrita às formas pré-definidas
utilizadas em outros algoritmos. A tolerância a ruído do método
também é bastante importante na definição de posições táticas, dado
que diversos eventos ocorrem por todo o cenário e é preciso des-
cartar as regiões onde a densidade de ocorrência de determinados
eventos é irrelevante.

3.2 CB-SMoT

CB-SMoT [Palma et al. 2008] é um método espaço-temporal de
formação de agrupamentos aplicado sobre trajetórias brutas. Uma
trajetória bruta é uma sequência de (tid, x, y, t), onde tid é o iden-
tificador do objeto móvel e x, y é a sua posição no espaço em um
instante de tempo t. Uma trajetória bruta tem pouca ou nenhuma
semântica. Neste trabalho, o algoritmo original foi alterado para
suportar trajetórias no espaço tridimensional, ou seja, a trajetória
bruta é uma sequência de (tid, x, y, z, t), onde o z é a terceira co-
ordenada espacial.

O método CB-SMoT foi desenvolvido para transformar uma tra-
jetória bruta em uma trajetória semântica, isto é, uma sequência
de pontos importantes da trajetória do ponto de vista da aplica-
ção. Os pontos importantes (subtrajetórias) correspondem a regiões
de baixa velocidade. Os clusters gerados são subtrajetórias com
baixa velocidade média (abaixo de um parâmetro de velocidade de-
nominado avg) e com duração maior ou igual a um parâmetro de
tempo mínimo (MinTime).

O algoritmo CB-SMoT tem dois passos principais: inicialmente são
computados os clusters de baixa velocidade e em um segundo passo
estes clusters são comparados com informações geográficas rele-
vantes para a aplicação para atribuir semântica aos clusters. No
presente trabalho, apenas o primeiro passo, a geração dos clusters,
foi considerado, pois não há informações geográficas nos mapas
utilizados.

A trajetória de um personagem é um dado espaço-temporal que pos-
sui a localização deste nos diferentes instantes de tempo durante um
jogo. Os pontos da trajetória de um personagem são coletados, em
intervalos de 200 milisegundos, a partir do log do jogo. Com o
CB-SMoT é possível identificar quais são as partes lentas das traje-
tórias dos personagens, sendo esses trechos de lentidão associados
com regiões de interesse no ambiente.

4 Geração de Posições Táticas

Em jogos, posições táticas são frequentemente usadas para repre-
sentar posições defensivas, pontos de cobertura ou regiões de cam-
per. O projetista de cenário normalmente marca essas posições no
ambiente baseado no seu conhecimento sobre a dinâmica do jogo. É
comum que essas localizações sejam representadas como anotações
em waypoints, fazendo diferentes usos para o grafo de caminho, já
que os waypoints são originalmente projetados para planejamento
de caminho.

Essas informações táticas poderiam também se referir a posições de
inventórios, onde armas e munição podem ser encontradas; locali-
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zação de kit-médico, onde é possível recuperar a vitalidade; pontos
de reconhecimento, onde uma grande área é visível a partir dali; e
outros pontos relevantes no ambiente. Esses pontos podem também
representar locais que devem ser evitados, como áreas expostas ou
locais de emboscadas. São os tipos de jogos e as estratégias que de-
terminam as posições táticas nos jogos, podendo ser tanto negativas
como positivas.

Embora as posições táticas possam ser associadas com waypoints,
que são usados principalmente para navegação, algumas dessas lo-
calizações não são úteis como parte de um grafo de planejamento
de caminho. Uma posição de camper, por exemplo, provavelmente
não estará localizada em um caminho entre doiswaypoints do ambi-
ente, pois eles geralmente são o fim da linha. O mesmo ocorre com
outras localizações, como pontos de cobertura. Assim, esses pon-
tos não precisam necessariamente estar associados com os dados de
procura de caminho, na realidade, o planejamento de caminho po-
deria ser mais eficiente se essas informações estivessem separadas.

A definição de todos os pontos de interesse no ambiente pode pro-
duzir um grande número de pontos, e isso é necessário para alcançar
uma boa qualidade de comportamento. Embora localizações como
cantos escuros e pontos de cobertura sejam facilmente identificadas
por seres humanos, um projetista pode não detectar todos os pon-
tos táticos interessantes e essa especificação manual pode conduzir
os personagens a apresentar comportamentos pouco convincentes.
Com isso, surge uma necessidade em definir automaticamente pon-
tos táticos nos ambientes.

A partir do registro das ações de jogadores humanos é possível ob-
ter informações de localizações taticamente interesantes. Se um
personagem se mantém numa mesma região por algum tempo ou
se a mesma região é utilizada diversas vezes ao longo da partida,
existe uma grande probabilidade dela ser uma região de algum in-
teresse. Com o conjunto de regiões táticas candidatas, é possível
avaliar, automaticamente, tanto a qualidade tática, como pontos de
cobertura e pontos de emboscada, usando algoritmos de agrupa-
mento espacial e espaço-temporal

4.1 Regiões Perigosas

É importante que os personagens consigam identificar quais regiões
no ambiente são perigosas, para que eles possam evitá-las sempre
que possível. As regiões com grande ocorrência de mortes são bas-
tante críticas, pois normalmente representam áreas expostas que de-
vem ser levadas em conta pelo personagem. Para identificar essas
regiões levamos em consideração a densidade espacial das ocorrên-
cias de morte no ambiente.

Utilizamos o DBSCAN, um algoritmo de agrupamento espacial ba-
seado em densidade, para identificar as regiões perigosas a partir da
mineração sobre os dados espaciais de mortes dos personagens no
ambiente. Duas características do DBSCAN são importantes para
realizar essa tarefa. A primeira é a geração de agrupamentos de
formatos variados (não-esféricos), o que permite uma representa-
ção adequada dentro do ambiente. A segunda é a possibilidade de
filtrar ruídos, ignorando casos isolados de mortes para a formação
de agrupamentos relevantes.

4.2 Pontos de Camper

Outro tipo importante de pontos que buscamos identificar neste tra-
balho são os pontos de camper. O objetivo dessa identificação é per-
mitir que bots consigam executar comportamentos eficientes para a
dinâmica do jogo e também consigam combater inimigos que se uti-
lizam dessas regiões. Para isso, utilizamos o algoritmo CB-SMoT
sobre a trajetória de cada personagem, identificando os pontos de
baixa velocidade.

Uma característica dos pontos de camper é que eles são utiliza-
dos, geralmente, quando o personagem está parado ou movendo-se
em baixa velocidade, já que ele se dirige para esses pontos onde
aguarda o aparecimento de um inimigo. Por isso, buscamos iden-
tificar esses pontos de baixa velocidade observando a trajetória de
cada personagem. Também é característica importante a ocorrên-
cia de muitas mortes originadas nesses pontos, por isso, também

é interessante associar os pontos de baixa velocidade com as re-
giões onde são causadas as mortes no ambiente. Todavia, em nossa
abordagem inicial utilizamos apenas os pontos de baixa velocidade
nas trajetórias, o que efetivamente encontra os pontos de camper,
mas poderia identificar também pontos onde um personagem tenha
ficado preso no ambiente.

5 Experimentos e Avaliações

Os experimentos foram realizados com o jogo Unreal Tournament
2004, utilizando a interface GameBots [Kaminka et al. 2002] para
a aquisição das informações do jogo. Foram realizadas partidas de
30 minutos em dois mapas distintos. Para a aplicação do DBS-
CAN, foram selecionados os dados relacionados com os eventos
de morte no jogo, como pode ser visto na Listagem 1, em seguida
esses dados foram convertidos para o formato de entrada do algo-
ritmo, como pode ser visto na Listagem 2. Para o CB-SMoT o
arquivo de entrada continha um conjunto de trajetórias representa-
das por (tid, x, y, z, t), sendo o tid a identificação da trajetória do
bot e x, y, z a posição espacial do personagem no tempo t.

Listing 1: Trecho de dados pré-selecionados para a identificação
de regiões perigosas.

KIL {Id CTF-FaceClassic.GBxPlayer1} {Killer CTF-

FaceClassic.RemoteBot2} {DamageType XWeapons.

DamTypeShockBeam}

IPLR {Id CTF-FaceClassic.RemoteBot2} {Name PogamutBot_0}

{Location -954.83,265.28,-2160.03} {Rotation

0,2171,0} {ManualSpawn False} {AutoTrace False} {

Invulnerable False} {VisionTime 0.20} {ShowDebug

False} {ShowFocalPoint False} {DrawTraceLines True}

IPLR {Id CTF-FaceClassic.GBxPlayer1} {Name Guedes} {

Location 1720.93,832.10,-1651.04} {Rotation

0,34786,0}

Listing 2: Trecho do arquivo de entrada gerado para identificação
de regiões perigosas.

@RELATION location

@ATTRIBUTE x REAL

@ATTRIBUTE y REAL

@ATTRIBUTE z REAL

@ATTRIBUTE class {winner,loser}

@DATA

1720.93,832.10,-1651.04,loser

-954.83,265.28,-2160.03,winner

Nestes experimentos, tanto o método baseado em densidade, quanto
o método baseado em velocidade apresentaram resultados interes-
santes. O DBSCAN conseguiu encontrar as regiões do cenário que
ofereceram maior perigo, a partir da concentração de morte. Vale
ressaltar que o DBSCAN foi bastante tolerante a ruído, quando seus
parâmetros foram definidos de forma adequada, apesar da identifi-
cação desses parâmetros não ter sido um processo imediato.

Nas Figuras 1 e 2, que representam os ambientes utilizados, foi
possível perceber que o DBSCAN encontrou zonas de perigo (re-
presentadas pelo conjunto de regiões destacadas) em campo aberto
e nas proximidades do respawn4 de personagens, o que é bastante
coerente para um jogo de primeira pessoa. O CB-SMoT também
apresentou resultados muito interessantes, identificando os pontos
de camper utilizados. Na Figura 3 foram encontrados pontos dentro
das duas torres existentes no cenário e na Figura 4 foram encontra-
dos pontos dentro de um pequeno bunker do cenário.

Em outras palavras, o DBSCAN conseguiu identificar as regiões de
perigo como sendo aquelas que possuiam uma grande densidade de
morte, levando em consideração a topologia do ambiente e descar-
tando as regiões commortes esporádicas. Já o CB-SMoT conseguiu
identificar as posições em que eram realizadas emboscadas e onde
ficavam os campers, isto porque a principal característica de um
camper é aguardar o inimigo em posições específicas do cenário, o
que pode ser identificado pelas subtrajetórias lentas de sua trajetória
bruta.

Apesar dos bons resultados iniciais obtidos, a necessidade do ajuste
manual dos parâmetros nos dois algoritmos foi o principal ponto

4Pontos onde ressurgem os personagens.
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Figura 1: Regiões perigosas descobertas no mapa FaceClassic
com o DBSCAN (Eps=0.01, MinPoints=15).

Figura 2: Regiões perigosas descobertas no mapa December com
o DBSCAN (Eps=0.01, MinPoints=6).

negativo encontrado. No caso do DBSCAN, mesmo existindo tra-
balhos que analisam a estrutura de agrupamentos através da varia-
ção do Eps, os mesmos não foram utilizados nos experimentos. No
caso do CB-SMoT, todos os parâmetros ainda precisam ser defini-
dos manualmente, o que dificulta, mas não impossibilita, a identifi-
cação das regiões de interesse de forma totalmente automática.

Figura 3: Regiões de camper descobertas no mapa FaceClassic
com o CB-SMoT (avg=0.1, minTime=12).

6 Conclusões

A especificação de posições táticas dentro de ambientes virtuais é
bastante importante para permitir comportamentos mais convincen-
tes dos bots. Por isso, é interessante viabilizar métodos que permi-
tam a definição desses pontos com a mínima interferência humana.

Com este trabalho concluimos que é viável realizar a descoberta au-
tomática de posições táticas em ambientes virtuais, utilizando téc-
nicas de agrupamento espacial e espaço-temporal para diminuir o

Figura 4: Regiões de camper descobertas no mapa December com
o CB-SMoT (avg=0.1, minTime=20).

trabalho do projetista, encontrando algumas vezes regiões não pre-
vistas e pouco intuitivas. A aplicação dessas técnicas torna possível
o desenvolvimento de bots adaptativos, que adquirem mais experi-
ência sobre seu ambiente à medida em que jogam novas partidas.
Assim, a aplicação do processo de descoberta de conhecimento so-
bre jogos é vista como uma área promissora, uma vez que diminui
o esforço humano e aumenta o grau de aceitabilidade e conven-
cimento sobre a inteligência dos bots. Alguns passos, entretanto,
ainda precisam ser trilhados de modo a permitir que se diminua
cada vez mais a intervenção humana na avaliação dos modelos ge-
rados.

Dentre os principais trabalhos futuros podemos citar o estudo sobre
o ajuste automático dos parâmetros dos algoritmos; a associação de
pontos onde são causadas as mortes com os pontos de baixa velo-
cidade na trajetória, para uma filtragem dos agrupamentos candida-
tos; e a utilização dessas informações para o raciocínio dos bots.
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